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Resumen

Presentamos el algoritmo OCA para buscar comunidades solapadas en grafos grandes, como por
ejemplo la Wikipedia con 1,6 x 107 nodos y 1,8 x 10% aristas. OCA se basa en la bisqueda iterativa
de subconjuntos localmente 6ptimos para una funcién objetivo, representando los subconjuntos
como vectores suma de una configuracién virtual de vectores. Analizamos el comportamiento de
dos funciones objetivo, la Laplaciana asociada a la longitud del vector suma, y la conductividad.

1. Introduccion

Hasta hace relativamente poco, buscar comunidades en grafos significaba particionar en familias
disjuntas de nodos un grafo dado G = (V, E), de manera que cada familia consiga una alta puntuacién
con respecto de alguna medida de calidad, por ejemplo la conductividad [3]. Por lo general, los algorit-
mos para hallar tal particién dividen el grafo recursivamente en dos partes, y por tanto la bisqueda
de cada nueva familia estd restringida por la existencia de todas las familias halladas hasta ahora. El
presente trabajo adopta un enfoque distinto, en tanto que permitimos que las comunidades se puedan
solapar entre si. Eso es consistente con la observacién que las comunidades pueden presentar de manera
natural estructuras tanto solapadas como jerarquicas. Un claro ejemplo son las redes sociales. Hace-
mos énfasis en que nuestra definicién de comunidad es puramente operacional y local: una comunidad
es un conjunto (generalmente conexo) de nodos de G que alcanza un éptimo local de cierta funcién
objetivo ¢, en el sentido de que anadir o quitar un nodo de ella empeora el valor de .

La idea subyacente de OCA es representar cada nodo de G mediante un vector en un espacio
vectorial, de dimensién posiblemente bastante alta, de manera que los vectores que corresponden a
nodos no adyacentes son ortogonales, y todos los angulos entre vectores “adyacentes” son iguales
y agudos. Para nosotros, esta representacién serd siempre implicita, en el sentido de que nunca se
llega a construir ni un sélo vector explicitamente. Una busqueda local, apodada LOCA, encuentra una
comunidad a partir de cierto subgrafo inicial, anadiendo o quitando nodos para optimizar la funcién
objetiva. Cada ejecucién de LOCA necesita tiempo O(s(log s+log n)A), donde A es el grado maximo y
n el nimero de nodos de G, y s el tamafno de la comunidad hallada. El algoritmo global OCA combina
los resultados de las bisquedas locales empezadas en diferentes conjuntos iniciales repartidos por todo
el grafo G. De esta manera, se desvela la estructura global del grafo compuesto por comunidades
solapadas y localmente 6ptimas.

2. Configuraciones virtuales de vectores

La inspiracién de nuestra propuesta son las representaciones ortogonales introducidas por Lovész [5]
en 1979. Se trata de una coleccién de n vectores unitarios v1, ..., v, de manera que (v;,v;) = 0 para
todo {i,7} ¢ E. Nosotros generalizamos este concepto de la siguiente manera:
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Definicién 2.1. Un conjunto V = {v1,...,v,} de vectores unitarios en un espacio vectorial real es
una representacion vectorial virtual de G si existen ¢, d € (—1,1) de manera que (v;,v;) = ¢ para todo

{i,j} € E,y (vi,vj) =dsi{i,j} ¢ E.

El adjetivo wirtual resalta el hecho que nunca tendremos que construir V de manera explicita.
Ya que los v; son unitarios, siempre ¢,d € [—1, 1]; los casos extremos se corresponden con los casos
degenerados en los que dos vectores se hacen paralelos (es decir, iguales) o anti-paralelos. El caso més
importante para nosotros, que consideramos en exclusiva a partir de ahora,eselde 0 <c <1y d=0.

Definicién 2.2. El espacio de bisqueda T' = T'(G) asociado a V es el grafo con un nodo para cada
subconjunto S C V. Una arista conecta S con S’ en I' si S" = S Uwv para algiin nodo v € V'\ S.

Dicho de otro modo, T es el grafo del cubo de dimensién |V|. El papel de este grafo de 2™ nodos, que
pensamos también como un grafo virtual, es formalizar el proceso de optimizar la funcién objetivo ¢
sobre todos los subconjuntos de nodos de G.

b+d
1 ¢ ¢ O 1 ¢ 0 O
c 1 ¢ ¢ c 1 ¢ 0
Hy(e) = e e 1 o Hy(c) = 0 ¢ 1 e El grafo T'(H;)
0 ¢ ¢ 1 0 0 ¢ 1

Figura 1: Dos grafos, las matrices que los representan, y el espacio de bisqueda de uno de ellos.

Ejemplo 2.3. La figura 1 muestra la representacién vectorial virtual del grafo H; con 0 < c < 1y
d =0. Ya que by cestdn conectados en Hy, pero a 'y d no, el dngulo Z(b, ¢) entre b y ¢ es més pequetio
que Z(a,d) = %, y por tanto b+ ¢ es mas largo (mds alejado de 0) que a + d.

Comparamos ahora H; con Hs. Puesto que d = 0 implica que dos vectores son ortogonales si sus nodos
no estan conectados, y H; estda “mas conectado” que Ha, los vectores que lo representan estdn mas
juntos que los de Hs. Por tanto, si H; y Hs son subgrafos de un grafo mas grande G, la suma de todos
los vectores correspondientes a nodos en Hj serd mas larga que la suma para Ho.

Por tanto, (el cuadrado de) la longitud Euclideana parece un buen candidato para la funcién
objetivo para OCA: ¢(S) = H dics UiH2' El ejemplo siguiente da més credibilidad a esta idea.

Ejemplo 2.4. SiV es una representacién vectorial virtual de Gy S = {1,2,..., k} indexa un conjunto
independiente de tamano k en G, entonces ¢(S) = k. Por otra parte, el vector suma de un k-clan
K} tiene longitud cuadrética ck? + (1 — ¢)k = O(k?). El comportamiento diferente de subgrafos
independientes y completos se vuelve mas y mas pronunciado segin crece c.

Esperamos pues que comunidades bien conectadas entre si tengan vectores suma més largos que
comunidades mas tenues. Sin embargo, y a pesar de todo, esta ¢ decididamente no es la eleccién
adecuada, porque el vector suma mas largo de todos es siempre ) ., v;, que corresponde al grafo
entero G (tal y como sugiere la figura 1). Con esta eleccién de ¢, {OCA se comeria el grafo G entero!

La leccion crucial que podemos aprender del ejemplo 2.4 es el hecho de que valores méas grandes
de ¢ distinguen las comunidades mejor que valores pequenos. Presentamos a continuacién algunos
resultados sobre valores extremos de ¢ y como aproximarlos.



2.1. Cémo calcular el valor mas grande posible de ¢

Para ver de qué manera la estructura de G restringe los posibles valores de ¢, codificamos los
productos escalares de V en la matriz G(¢) = I, + cA, con I, la matrix identidad n x n, y A la matriz
de adyacencia de G (véase la figura 1).

Teorema 2.5. Para cualquier grafo G existe un dnico valor mdximo para ¢ de manera que G(c)
representa los productos escalares entre los miembros de una configuracion vectorial virtual de G. Este
valor mds grande es ¢ = —1/\,, con A\, el autovalor mds negativo de A.

Demostracion. Por definicién, G(c) representa los productos escalares entre los miembros de una con-
figuracién virtual de vectores si y s6lo si la matriz se descompone como G(c) = VTV, donde las
columnas de la matriz V de tamano d x n contienen las coordenadas de los vectores. Esto pasa si
y s6lo si G(c) es semidefinida positiva, y por tanto la matriz de Gram de V. Una caracterizacién de
matrices semidefinidas positivas es que todos sus autovalores son no negativos. Puesto que 1 es el tnico
autovalor de G(0) = I, existe por un lado una representacién virtual de cualquier grafo G para ¢ = 0,
y por otro una representacién virtual del grafo vacio. Suponemos pues en adelante que G no es vacio.

En este supuesto, afirmamos que la matriz de adyacencia A de G siempre tiene un autovalor
negativo. Para verlo, recuérdese por una parte que los autovalores A\, < --- < A\; de A son todos reales
al ser A simétrica, y por otra que la traza de A es la suma de sus autovalores. Ahora, al tratarse de la
matriz de adyacencia de un grafo no vacio sin bucles, la traza de A es cero pero no todos los autovalores
lo son, y en consecuencia algin autovalor tiene que ser negativo; en particular, A\, < 0.

Estamos en condiciones de demostrar la existencia de un valor maximo no nulo para c: Los autoval-
ores de G(¢) = I, + ¢A son 1+ ¢)\;, funciones lineales en ¢ que toman valor positivo para ¢ = 0. Hemos
visto que al menos una de estas rectas tiene pendiente negativa, asi que si ¢ aumenta desde 0, llegara el
momento en el que algiin autovalor de G(c) se anule por primera vez. Este valores c = —=1/\, > 0. O

Para aproximar el autovalor A\, < 0, usamos el bien conocido método de las potencias, que nos
proporciona el autovalor de mayor valor absoluto, con el siguiente resultado.

Teorema 2.6. El autovalor mds negativo A, de cualquier matriz simétrica A se puede aproximar a
partir de cualquier cota superior A\ < k para el autovalor mayor.

Demostracion. Los autovalores de B = A — kI, son u; = A; — K, con \; los autovalores de A. Puesto
que p; < 0 para todo i, el autovalor de B de méximo valor absoluto es p, < 0, lo cual se puede
aproximar con el método de la potencia. Para acabar, ndtese que |\, | = |un| — k. O

Una cota superior muy asequible para A; es A\; < A, con A el grado méximo de G [2].

3. Funciones objetivo eficientes

Para reparar el fracaso de la funcién objetivo “longitud de la suma al cuadrado”, construimos
dos nuevos grafos orientados a partir de I': En I'T, las aristas de I' se orientan hacia el conjunto mas
grande, mientras que en f((p) una arista se orienta S — S si y sélo si ¢(S) < ¢(S’) (exceptuando
casos degenerados). Por tanto, los méximos locales de ¢ corresponden a los sumideros de f(cp)

Proponemos dos funciones objetivo. Una es la Laplaciana dirigida, una adaptacién de la nocién
de derivada a I'. Intenta capturar la intuiciéon que a pesar de que la longitud crece continuamente
hasta alcanzar el grafo entero, no lo hace de manera uniforme, y las variaciones en la tasa de crec-
imiento contienen informacién sobre las comunidades. Comparamos esta funciéon con la bien conocida
conductividad [3].



3.1. La Laplaciana asociada al cuadrado de la longitud

Definicién 3.1. El valor en v de la Laplaciana dirigida asociada a la funcién f en el grafo I'! es

B - 1 f(u)
Lrog) = J0) = == 3 oo

U:U—v

Por la definicién de la orientacién en T'', indeg(v) = |S| para cualquier nodo v € T'T, es decir la
cardinalidad del subconjunto S que corresponde a v en I'. Ponemos L1 f(v) = 0 para el nodo v que
corresponde al conjunto S = (), para evitar la divisién por 0.

A partir de ahora, supondremos que s := [S| > 1. Entonces la Laplaciana £(S) := L1 |.2(5) es

L(S5) IS1* -

wocenp DL

= §— \/S(S* 1)+26Ein(S) (1 - 8(721)> )

donde E;,(S) cuenta las aristas de G con ambos extremos en S.

Teorema 3.2. Sea S una comunidad grande, |S| > 0. En este caso, un nodo v € V \ S mejora
la Laplaciana L si y sdlo si el nimero nbg(u) de vecinos de u en S es mayor que el grado medio
avdeg(S) de los nodos en S, es decir, nbg(u) > avdeg(S). En particular, nodos con un sélo vecino
en S solamente son aceptados en S si S es un drbol.

Esquema de demostracion. Usando relaciones como (S, u) = c¢nbg(u), calculamos

LSUW) —L(S) =  2embs(u) (1:T+11)>
Ein(S) s—2 s—1
2 NE (\/sl_ s+1)

3.2. La conductividad

Definicién 3.3. La conductividad de un subconjunto S C V en G es [3]

Eout(S)
Eout (S) + min { Ein(S), Em(V'\ S)}

¢(5) =

donde E,.; cuenta las aristas en G con exactamente un extremo en S. Puesto que la conductividad
mide la razén entre aristas salientes al total de aristas en el conjunto o su complemento (el mas pequefio
de los dos), intentaremos minimizarla.

Teorema 3.4. Sea R = Eout(S)/ Ein(S), y supongamos que Eipn(S) < Epn(V\ S) — A, con A =

deg(u)
Ri2 . En

maxdeg(G). Entonces un nodo w € V'\ .S mejora la conductividad ¢ si y sdlo si nbg(u) >
particular, nodos con un sélo vecino en S solamente se aceptardn en S si deg(u) < R+ 2.



Demostracion. Usando Equ (S U u) = Equt(S) + deg(u) — 2nbg(u), Ein(S Uu) = Ein(S) + nbg(u), y
Ein (V\ (SUu)) =Ein(V'\ S) — deg(u) 4+ nbg(u), hallamos

Eout(S) — 2nbg(u) + deg(u)

HSUu) = Eout(S) — nbg(u) + deg(u) +m’

donde m := min { Eiy(S5), Ein(V \ S) — deg(u) }. Ya que Ei,(S) < Ein(V \ S) — deg(u), vemos que

deg(u) — (R + 2) nbg(u)

HSUu) = 9(8) = 7 1) (T + by s(u))

con T = Ei,(S) + Eout(S). Eso termina la demostracién. O

4. El algoritmo OCA

Presentamos dos variantes del Owverlapping Community Algorithm OCA: la versién global OCA,
encuentra todas las comunidades en GG, mientras que la version local OCA; sirve para explorar las
comunidades de un nodo especifico. En ambos casos, el motor de bisqueda local, llamado LOCA, es el
mismo, y consiste en usar un método de pivot para encontrar un sumidero local en I'! a partir de cierto
conjunto inicial Sy. OCA; selecciona conjuntos iniciales a partir del nodo a examinar y llama a LOCA.
En cambio, OCA, selecciona repetidamente conjuntos iniciales distribuidos por el grafo. Escribiremos
Nb(S) = (Uyes Nbv(u)) \ S para el conjunto de vecinos de S, donde Nbx (v) denota el conjunto de
vértices en X C V adyacentes a v € V. Las estrategias de busqueda empleadas son las siguientes:

Regla de pivot para LOCA: Hemos tenido las mejores experiencias con el método voraz, que en
cada paso selecciona el nodo de S UNbD(S) que al suprimir o anadir a S dé el mayor incremento
de . Para ello, LOCA mantiene una cola de prioridad Q con todas las prioridades 14 (u) =
w(SUu) —@(S) para u € Nb(S), respectivamente II_(u) = ¢(S \ u) — ¢(S) para u € S.

Seleccién de vecindario para LOCA: O bien tomamos todos los nodos a distancia < k de Sy, o
bien un subconjunto aleatorio de ellos. Normalmente, usamos k£ < 2. No hemos implementado
criterios sofisticados basados en recorridos aleatorios como en [10].

Criterio de terminacién para OCA: El nimero de nodos del grafo ya explorados aumenta mu-
cho al principio, y después el crecimiento se ralentiza. Paramos el algoritmo cuando la tasa de
crecimiento del nimero de nuevos nodos haya decaido debajo de cierto umbral.

Teorema 4.1. Si G tiene n nodos y grado mdximo A, la busqueda local LOCA con la Laplaciana L
se puede ejecutar en tiempo O(s(logs + log n)A), donde s es el tamano de la comunidad encontrada.
Para la conductividad ¢, este tiempo aumenta a O(s(s + log n)A)

Demostracion. Solamente consideraremos los pasos necesarios para anadir un nodo w a S; quitar
nodos es muy similar. Las férmulas (1) y (2) dicen que para ambas funciones objetivo, LOCA tiene
que actualizar los valores de todos los v/ € ¥ := S UNbD(S), porque todas las prioridades dependen
de cantidades como E;, y s que cambian con las propiedades y el tamano de S. Eso lleva a un
algoritmo cuadratico en el tamano del conjunto de la salida. Por (2), eso es lo mejor posible para
la conductividad ¢. Para la Laplaciana, podemos aumentar la eficiencia de LOCA como sigue. Sea
f+(nbg(u), s, Ein(S)) el resultado de I (u) = (S Uu) — ¢(S) en la férmula (1). Distinguimos los
posibles casos para v’ € ¥ UNby (u):

1. Siw’ € Nbg(u), reemplazamos II(u') por fi (nbg(u’) +1,s+ 1, E(S) +nbg(u)). Eso pasa como
mucho A = maxdeg(G) veces.

2. Siu' € ¥\ Nbg(u), reemplazamos II(u') por fi(nbs(u'),s + 1, Ein(S) + nbg(u)). No sabemos
cuantas veces pasa eso, porque no podemos controlar el tamano de X.

3. Si v/ € Nby(u) \ Nbg(u), LOCA ha de calcular Nby (u').



Al desarrollar en potencias de 1, la diferencia d; entre el valor II (u/) = fy(nbgs(u), s, Ewm(S))

guardado en Q y el valor nuevo en el caso 2 resulta ser un orden de magnitud (en potencias de %)
mas pequeno que la diferencia andlogo d; con el valor nuevo en el caso 1. En particular, g—f < Wlo
para |S| > 150. Por tanto, después de un perfodo inicial de duracién constante C, podemos ignorar el
caso 2 por completo. (Omitimos los detalles de este cdlculo, y del cdlculo andlogo para ¢(S\ u) —¢(S).
Ademas, suponemos que el nimero total de veces que borramos un nodo es pequefio en comparacién
con el nimero de veces que afiadimos uno.) Después de este periodo inicial, el caso 1 efectua a lo sumo
A actualizaciones de Q, con un coste de O(log j) cada uno para una comunidad de tamaiio j. El caso
3, finalmente, es ejecutado un maximo de As veces durante el algoritmo. Con las implementaciones
que usamos, podemos ejecutar el célculo de Nby (u) en tiempo O(logn). El coste total del algoritmo

es, por tanto, C" + s O(logn)A +377_ -, AO(log j) = O(s(logn +log s)A). O

5. Resultados

Hemos ejecutado OCA en tres grafos artificiales y dos grafos reales, descritos a continuacion.

Nombre tipo # nodos 7 aristas
Erdos-Rényi aleatorio | generado 10° 750353
“Word association” real 7211 31798
LFR generado | 10%*-105 | ~ 10°-107
Arbol de margaritas | generado 10° ~4-10°
Wikipedia real 16986429 | 176454501

Grafos aleatorios Erdos-Rényi. Se trata de una familia de grafos en la cual con alta proba-
bilidad no existen comunidades. Generamos un grafo G(n, p) segin el modelo de Erdés-Rényi [1],
con n nodos y una arista entre dos de ellos con probabilidad p.

“Word Association Network”. Este conjunto de datos, basado en [7], se ha usado con an-
terioridad para la deteccién de comunidades en [8, 9]. Se trata de un grafo dirigido que enlaza
palabras relacionadas entre si, con pesos que reflejan el grado de relacién que guardan. Lo hemos
usado para evaluar la calidad de OCA;, porque su propia estructura nos permite evaluar de man-
era intuitiva la calidad de las comunidades encontradas por OCA. Para nuestros experimentos, lo
hemos convertido en un grafo no dirigido, conectando dos vértices si la suma de los pesos de las
dos aristas que los unen excede un cierto umbral w*. Usando el mismo valor que [8] e ignorando
nodos aislados da un grafo con 7211 nodos y 31798 aristas. Después de quitar todos los nodos
de grado 1, queda un grafo con 5353 nodos y 29 940 aristas.

LFR (“Communitized benchmark graphs”). Lacichinetti, Fortunato and Radicchi (en ade-
lante, LFR) proponen en [4] un juego de pruebas para la deteccién de comunidades. Puesto que
se trata de grafos generados por ordenador, podemos determinar de manera cuantitativa tanto el
comportamiento de OCA segiin aumenta el tamafio del grafo, como la calidad de las comunidades
halladas. Unos valores tipicos que hemos considerado son: n = 10, grado medio 20, grado méxi-
mo 90, tamaifio de comunidades en (25, 150), exponente de la ley de potencias para la distribucién
de grados v = 2,5, exponente para la distribucién de los tamanos de las comunidades 5 = 1,5,
y mizing parameter p = 0,2. Este ultimo parametro determina la proporcién de aristas que un
nodo tiene en comuin con nodos fuera de su comunidad.

Arboles de margaritas (comunidades solapadas). No nos consta publicada ninguna famil-
ia de grafos que sirva como estdndar para evaluar algoritmos de biisqueda de comunidades sola-
padas. Por este motivo, aqui proponemos una familia bastante sencilla con este fin. Los nodos
vienen numerados por enteros consecutivos. Creamos una arista entre dos nodos u y v, con proba-
bilidad p1, si se cumplen las condiciones f(u) y f(v), donde f(x) = (x = 0 méd p)V(z = 0 méd q),
para p, q primos entre si. Ademds, creamos una arista entre cualquier par de nodos u y v, con
probabilidad po, si v = v méd p y u,v # 0 méd ¢q. El grafo margarita resultante tiene p comu-
nidades, una comunidad central que consiste de miltiplos de p y ¢, y p— 1 comunidades solapadas
con aquélla. El parametro ¢ determina el grado de solapamiento. Nuestro grafo de pruebas sera un
drbol de margaritas, en el que unimos varias margaritas a través de sus hojas.



Wikipedia.org. Los articulos en esta conocida enciclopedia tienen enlaces a otras paginas o sus
traducciones a otros idiomas. Hemos extraido casi 17 millones de articulos y més de 180 millones
de enlaces en 253 idiomas diferentes de los ficheros XML originales.

Hemos llevado a cabo los experimentos en un ordenador con un procesador con 2.33 GHz y 9 GB
de RAM, corriendo bajo Linux (versién 2.6.18 del kernel). Los grafos se manejan a través de DEX, un
gestor de bases de datos [6]. La implementacién actual de DEX tiene dos librerias, una en C4++ para
manejar mapas de bits y maps, y otra en Java para tareas de alto nivel. La libreria C++ contiene un
buffer pool para permitir el procesamiento out-of-core de los grafos DEX.
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Figura 2: Arriba: Comunidades encontradas por LOCA en el grafo de asociaciones de palabras a partir
de la palabra PLAY, por la Laplaciana (izquierda) y la conductividad (derecha). Abajo: Las comunidades
encontradas en un grafo margarita por la Laplaciana (izquierda) y la conductividad (derecha).
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Figura 3: Nimero de nodos en grafos estandar LFR en funcién del nimero de comunidades a las que
pertenecen. L y C se refieren a la Laplaciana y la conductividad, mientras que F es un postproce-
samiento que consiste en fusionar comunidades muy similares.
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Figura 4: Validacién cuantitativa de OCA con la conductividad en los grafos LFR. Mostramos hasta
qué punto OCA es capaz de reconstruir la estructura de comunidades en los juegos de prueba.
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